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Аннотация

В статье предлагается оригинальная нейросетевая модель на основе системы переходов для 
извлечения информативных высказываний из текстов обращений пользователей. Описаны 
конфигурация и система переходов, определяющие процесс извлечения составных объектов 
как исполнение последовательности переходов. Предсказание последовательности переходов 
осуществляется при помощи нейронной сети, признаки которой формируются на основе 
конфигурации. Для обучения и оценки качества работы модели создан размеченный набор 
текстов отзывов о приложениях из магазина приложений Google Play для операционной 
системы Android. Описана процедура обучения модели для извлечения информативных фраз 
на наборе отзывов, предложены конкретные значения гиперпараметров модели. Проведено 
экспериментальное сравнение предложенной модели с гибридной моделью на основе сверточной 
и рекуррентной нейронных сетей. Для сравнения моделей использовался критерий F1, 
характеризующий соотношение полноты и точности извлечения информативных фраз. Результаты 
экспериментального исследования предложенной модели показывают, что она дает более высокие 
по сравнению с аналогом результаты: F1 для извлечения фрагментов объектов выше на 2,9%, для 
извлечения связей между фрагментами – на 36,2%. Качественный анализ полученных результатов 
говорит о возможности практического применения предложенной модели для обработки запросов 
пользователей при эксплуатации и сопровождении программных продуктов.
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Введение

К
онкурентоспособность рыночного про-
граммного продукта во многом зависит от 
качества и своевременности реагирования 

ИТ-компании на запросы конечных пользователей 
в связи с некачественной работой программных 
продуктов (ПП), ошибками в технической доку-
ментации, недостаточной квалификацией конеч-
ных пользователей и т.д. Оперативное решение 
этих пользовательских проблем осуществляется на 
этапе эксплуатации и сопровождения программ-
ного продукта [1]. По данным работы [2], на эти 
этапы приходится 67% времени жизненного цикла 
ПП.

Для обработки запросов пользователей, как пра-
вило, представленных в неструктурированной тек-
стовой форме (электронные письма, сообщения на 
форумах и чатах поддержки), и реагирования на 
них в ИТ-компаниях создаются службы техниче-
ской поддержки. Следует отметить, что современ-
ные системы автоматизации работы службы под-
держки (helpdesk-системы), такие как HappyFox, 
Service Desk Plus, FreshDesk, Zendesk, имеют до-
статочно развитый функционал, обеспечивающий 
прием и хранение заявок пользователей, связь с 
другими заявками, мониторинг исполнения зая-
вок, хранение истории переписки с пользователем. 
Однако основная часть работы по семантическому 
анализу текста обращения пользователя и назначе-
ние специалистов по-прежнему возлагается на че-
ловека. При росте количества пользователей остро 
встает проблема масштабируемости поддержки и 
увеличения финансовых затрат на содержание не-
профильных структур.

Кроме обработки «явных» обращений пользова-
телей, связанных с функционалом ПП, большой 
интерес для компаний могут представлять «неяв-
ные» обращения, высказываемые пользователя-
ми в каналах, которые редко являются объектами 
внимания службы поддержки – форумах, блогах и 
социальных сетях за пределами созданных разра-
ботчиками ПП групп и сообществ. «Неявные» об-
ращения, выражаемые в виде текстов мнений или 
отзывов, могут быть столь же полезны разработчи-
кам ПП, как и явные, и вместе с тем являются на-
много более многочисленными. Поскольку ручной 
анализ большого объема текстовой информации 
затруднителен, данный пласт информации либо 
обрабатывается лишь время от времени, либо не 
рассматривается вовсе. 

Задачи обработки большого объема текстовой 
информации могут быть решены при помощи ав-
томатизированной обработки текстов обращений 
пользователей, для анализа проблем, возникших 
при эксплуатации ПП. В настоящее время име-
ется ряд работ, посвященных автоматической об-
работке текстов пользовательских запросов с це-
лью выявления знаний, полезных при разработке 
и сопровождении программных продуктов. Так, в 
работе [3] для выявления жалоб на программные 
ошибки, содержащихся в багтрекерах проектов 
на основе открытого исходного кода, рассматри-
вается применение решающих деревьев, наивно-
го байесовского классификатора и логистической 
регрессии. Исследование [4] посвящено анализу 
различных аспектов текстов отзывов о мобиль-
ных приложениях, публикуемых в магазине Apple 
AppStore. Отмечается, что хотя часть отзывов не 
представляет интереса для разработчиков при-
ложений, другие отзывы содержат сообщения об 
ошибках, пользовательский опыт и запросы на 
введение новых функций. Проблема анализа тек-
стов отзывов из магазина приложений Google на 
предмет наличия запросов на расширение функ-
циональности рассматривается в работе [5]. Ав-
торы используют набор лингвистических правил 
для классификации предложений по критерию 
«содержит / не содержит запрос», после чего при 
помощи тематической модели Latent Dirichlet 
Allocation определяют основные темы текстов. В 
работе [6] предлагается корпус отзывов о мобиль-
ных приложениях на немецком языке из магазина 
приложений Google Play Store, который содержит 
упоминания признаков приложений (аспекты) и 
оценочные высказывания (описания) пользовате-
лей о них.

Проведенный анализ показывает, что существу-
ющие модели работают на уровне предложений и 
не позволяют непосредственно определять фразы, 
в которых высказывается основная суть обраще-
ния пользователя. Кроме того, каждая из описан-
ных моделей позволяет извлекать только один тип 
запроса, что не соответствует реальным потреб-
ностям службы технической поддержки пользо-
вателей. В данной работе предлагается решение, 
способное в рамках одной модели обрабатывать 
множество типов пользовательских запросов и 
при этом выделять в текстах ключевые семанти-
ческие фразы. Данная модель является развитием 
идей, описанных ранее в работе [7].
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1. Постановка задачи  
обработки запросов пользователей  

на этапе эксплуатации и сопровождения  
программного продукта

Задача обработки запросов, содержащих мне-

ния пользователей, на этапах эксплуатации и со-

провождения программного продукта в данной 

работе сводится к извлечению из текстов запро-

сов информативных фраз (ИФ), содержащих кон-

кретные вопросы, пожелания и требования поль-

зователей. Структуру ИФ предлагается задать в 

виде пары «объект – описание», где под объектом 

понимается упоминание в тексте самого ПП, его 

функций, элементов графического интерфейса и 

т.п., а под описанием – некоторую фразу, в кото-

рой пользователь оценивает объект и описывает 
сложившуюся ситуацию.

Для разделения всех возможных ИФ на семанти-
чески похожие группы предложен оригинальный 
классификатор, основанный на элементах универ-
сальной модели деятельности [8]: субъект деятель-
ности, объект, на который направлена деятельность, 
средства, используемые в процессе деятельности, 
взаимосвязи между элементами деятельности. При-
менительно к особенностям решаемой задачи, субъ-
ектом деятельности является пользователь ПП, 
объектом – программный продукт, а средствами – 
аппаратно-программные средства, обеспечивающие 
функционирование ПП. На основе данной модели 
разработан иерархический классификатор типов 
ИФ, представленный на рисунке 1. 

Рис. 1. Классификатор информативных фраз
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пользователя

1.1.1. Вопросы по функционалу
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2.1.2. Некорректная работа 
интерфейса пользователя

2.2.2. Развитие интерфейса 
пользователя

1.1.2. Вопросы по интерфейсу 
пользователя

1.2.2. Отрицательная оценка 
функции

2.1.3. Некорректная  
документация

2.2.3. Исправление  
документации
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2.1. Функционал ПП
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К числу элементов классификатора относятся:

 компетенции пользователя – вопросы пользо-
вателей о функциональных возможностях ПП, его 
графическом интерфейсе и технической докумен-
тации;

 оценка функциональных возможностей ПП – по-
ложительные и негативные мнения пользователей 
о функциональных возможностях ПП; 

 функционал ПП – фразы, в которых пользовате-
ли сообщают о некорректной работе функций ПП и 
его графического интерфейса, фактических ошиб-
ках в документации; 

 развитие ПП – запросы пользователей на раз-
витие функциональности ПП и доработку доку-
ментации и графического интерфейса;

 сбой в работе программно-аппаратных средств –  
жалобы пользователей на сбои в работе внешних 
по отношении к ПП программных и аппаратных 
средств.

Авторы не претендуют на полноту предложен-
ного классификатора информативных фраз для 
любых предметных областей. В данном случае для 
построения модели извлечения ИФ был проведен 
анализ текстов запросов из магазина Google Play. В 
результате такого анализа из классификатора было 
выделено четыре укрупненных класса ИФ, чаще 
всего упоминаемых пользователями – программ-
ная ошибка («ошибки программного продукта»), 
запрос на новый функционал («развитие программ-
ного продукта»), положительная оценка функции, 
отрицательная оценка функции. 

Приведем примеры ИФ из текстов запросов поль-
зователей магазина приложений Google Play Market:

 программная ошибка (bug): «плеер не ото-
бражается на экране блокировки», «плейлист не 
обновляется при свейпе вниз»;

 запрос на новый функционал (feature request): 
«добавить кнопку проигрывания вперемешку», 
«иметь возможность редактировать теги»;

 положительная оценка функции (positive): 
«много возможностей для манипуляций со звуком», 
«отменить прием – быстро»;

 отрицательная оценка функции (negative): «не 
хранится архив записей», «дублирует функционал 
приложения госуслуги».

Таким образом, имея на входе текст запроса поль-
зователя в виде последовательности слов w = w

1
, …, 

w
N 

, и структуру классификатора, необходимо из-
влечь из текста множество содержащихся в нем ИФ. 

Формально ИФ будем называть тройку (  ), где 
o – объект, d – описание, l – класс ИФ из множе-
ства }. 
Объект и описания в тексте определены как фраг-
менты (непрерывные последовательности слов):  

. Класс ИФ будет опре-
деляться меткой из Labels, назначенной описанию. 
Примеры структуры ИФ представлен на рисунке 2.

2. Нейросетевая модель  
на основе системы переходов

Для извлечения ИФ из текстов запросов пользо-
вателей предлагается использовать оригинальную 
нейросетевую модель на основе системы перехо-
дов (transition-based). Данный тип моделей широко 
применяется при решении задач предсказания объ-
ектов со сложной структурой: определения фра-
зовой структуры предложения [9], предсказания 
синтаксических деревьев зависимостей [10] и из-
влечения именованных сущностей [11]. Среди пре-
имуществ моделей этого типа выделяют высокую 
скорость работы, а также возможность использо-
вать нелокальные признаки. Использование моде-
ли на основе системы переходов предполагает зада-
ние абстрактного автомата, который обрабатывает 
входной текст и получает на выходе множество ИФ. 
Состояние абстрактного автомата определятся кон-
фигурацией , которая изменяется при исполнении 
автоматом переходов. Начальная конфигурация 

 задается на основе входного текста, а после ис-
полнения конечной последовательности переходов  

 ,  автомат достигает конечной кон-
фигурации  , которая содержит ИФ из анализи-
руемого текста. Выбор очередного перехода на шаге 
 осуществляется вероятностным классификатором 

на основе текущей конфигурации  : 

                            	 (1)

Рис. 2. Пример структуры информационной фразы

Не сохраняется
ОШИБКА

Хотелось бы
ЗАПРОС

Архив записей
ОБЪЕКТ

Чистый экран
ОБЪЕКТ
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В этом случае конфигурация задана кортежем (B, 
S, L, H). Список B содержит слова исходного тек-
ста. Стек  содержит объекты и описания в порядке 
их обнаружения в тексте. В ходе предсказания сущ-
ности из нескольких слов формируются инкремен-
тально, поэтому в сущность на вершине стека допу-
скается добавлять новые слова. Список  содержит 
связи между элементами стека . Список  хранит 
историю совершенных переходов, которая привела 
к текущей конфигурации 

 
.

Рассмотрим смысл элементов множества доступ-
ных переходов  

.  отбрасывает из  первый элемент.  
 определяет новый фрагмент класса  

, помещает его на вершину стека 
, и перемещает слово из начала списка  в создан-

ный фрагмент.  перемещает элемент из нача-
ла списка B во фрагмент, находящийся на вершине 
стека .  связывает элементы стека  на 
позициях  и , образованная связь помещается в 
конец списка . Такой способ задания множества 

 ограничивает максимальную глубину, на кото-
рой можно образовать связь между элементами .  
В данной работе эту характеристику предлагает-
ся определить как наибольшее значение глубины 
между связанными фрагментами, встречающееся в 
обучающем наборе. Переход  заканчивает про-
цесс предсказания.

Некоторые переходы можно совершить только в 
том случае, если текущая конфигурация удовлет-
воряет некоторым условиям: например, при пу-
стом B нельзя выполнить ни один переход, кроме 
End и Link(n

1
, n

2
). Ограничения на выполнение пе-

реходов учитываются в функции ,  
определяющей подмножество доступных в кон-
фигурации  переходов. Необходимые для со-
вершения каждого перехода условия приведены 
в таблице 1.

Условное распределение вероятности по возмож-
ным переходам из выражения (1) задается класси-
фикатором следующего вида:

               	 (2)

где W, b – параметры классификатора;

φ  (
 
) – вектор признаков, описывающий теку-

щую конфигурацию.

Вектор признаков φ(  ) формируется путем кон-
катенации векторов описаний отдельных элемен-
тов конфигурации:

                               	 (3)

Основой для формирования признаков элемен-
тов конфигурации служат контекстные векторные 
представления для исходного текста, образуемые с 
помощью функции :

            (B
1
), ...,  (B

n 
) = F

 
(E (w

1 
), ..., E (w

N 
)),	 (4)

где  – функция, отображающая слова в векторные 
представления.

В качестве  можно использовать любые функ-
ции, позволяющие отображать одну последователь-
ность векторов в другую. В статье рассматриваются 
два варианта, получившие распространение в за-
дачах обработки естественного языка: одномерные 
сверточные (CNN) [12–14] и рекуррентные (RNN) 
[15–17] нейронные сети.

В случае CNN каждый вектор выходной последо-
вательности на позиции  формируется на основе 
векторов входной последовательности, находящих-
ся в окне размера  с центром  по следующей фор-
муле: 

        h
n 
=  (W(E (w

n–(k–1)/2
 ); ...; E (w

n+(k–1)/2
))+b,	 (5)

где W, b – параметры свертки;

σ – нелинейная функция активации. 

Таким образом,  можно назвать контекстным 
представлением исходного слова на позиции . В 
качестве σ  предлагается использовать функцию ак-
тивации MaxOut [18], так как она показала наилуч-
шую точность в ходе предварительных эксперимен-
тов. Кроме того, для улучшения качества обучения 
сети был использован подход из работы [19], суть 
которого заключается в том, что выход слоя сумми-

Таблица 1.
Предусловия  

выполнения переходов

Переход Условие

Shift  

Start(e)  

Add(e)        

Link(n
1
, n

2
)

End  
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руется с изначальным входом. Таким образом, вы-
ход слоя описывается выражением:

                      .	 (6)

При использовании рекуррентных нейронных 
сетей (РНС) контекстные представления элемен-
тов последовательности образуются с помощью ре-
куррентных взаимосвязей следующего вида:

                      h
n

 =  (UE (w
n 
) + Wh

n–1
 + b).	 (7)

В этом случае контекстная информация передает-
ся таким образом, что элемент  несет информацию 
обо всех предыдущих (n – 1). Учитывать последую-
щий контекст можно применив двунаправленные 
РНС [20], в которых итоговые контекстные век-
торы образуются путем объединения векторов  и  

, полученные при прямом (слева направо) и об-
ратном (справа налево) проходах:

                        	 (8)

Наиболее распространенным видом РНС явля-
ется LSTM [21], показывающий высокую точность 
при решении многих задач обработки естественного 
языка [22–24]. В нашей работе предлагается исполь-
зовать двунаправленную LSTM-сеть (Bi-LSTM)  
с несколькими слоями. На рисунке 3 приведены 
диаграммы сверточной и рекуррентной сетей для 
формирования контекстных представлений.

Вектор φ (B ) образован конкатенацией признаков 
первых трех элементов списка B: 

(B) = [φ (B
1
); φ (B

2
); (B

3
)]. 

Для вектора φ (S ) сначала рассчитываются векто-
ра признаков для отдельных элементов S по следу-
ющей формуле:

          	 (9)

где b(i ), e(i ) – начальный и конечный индексы i-го 
фрагмента текста;

E
 
(type(i )) – векторное представление типа фраг-

мента.

Поскольку в обучающей выборке максимальное 
расстояние между двумя любыми объединенными 
связью фрагментами равно четырем, глубину по-
иска связи можно ограничить первыми пятью эле-
ментами S. В этом случае полученные признаки для 
первых пяти элементов S конкатенируются, обра-
зуя вектор φ (S):

                          (S) = (φ  (S
1
); φ...;  (S

5
)). 	 (10)

Для задания признаков истории переходов H в 
момент времени t используется скрытое состояние 
последнего шага сети LSTM:

                  (H) = LSTM (E(H
1
); φ...; E(H

t 
))

t 
.	 (11)

Предложенная модель (1–11) позволяет использо-
вать одни и те же компоненты для получения при-
знаков, которые используются как при извлечении 
фрагментов, так и при определении связей между 
ними. Это уменьшает общее количество параметров 
модели, которые необходимо обучить, что препят-
ствует переобучению. Кроме того, такая структура 
модели реализует принципы многозадачного обуче-
ния [25, 26] (multitask learning), когда использование 
одной модели для решения нескольких связанных 
задач ускоряет процесс обучения и/или улучшает 
показатели качества. Обучение модели осуществля-
ется путем максимизации правдоподобия истинных 
последовательностей переходов, которые формиру-
ются из предложений обучающей выборки. Функ-
цией ошибки служит перекрестная энтропия (cross 
entropy) между предсказанным распределением по 
возможным действиям и истинным действиям:

             .	 (12)

Рис. 3. Получение контекстных представлений  
элементов последовательности с помощью CNN и LSTM:  

сверточная нейронная сеть (а),  
рекуррентная нейронная сеть Bi-LSTM (б)

а)                                                                  б)
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Для оптимизации множества параметров модели 
θ, включающего параметры классификатора, сетей 

BiLSTM и LSTM и векторных представлений E(H) 
и E(type(i)), может использоваться любой алгоритм 
градиентной оптимизации. Итоговая архитектура 
нейронной сети приведена на рисунке 4.

3. Экспериментальное  
исследование модели  
и анализ результатов

Валидация нейросетевой модели была проведе-
на на корпусе текстов запросов пользователей ма-
газина приложений Google Paly на русском языке, 
состоящем из девяти категорий мобильных прило-
жений: «Автомобили и транспорт», «Карты и нави-
гация», «Медицина», «Музыка и аудио», «Персона-
лизация», «Финансы», «Шопинг», «Образование», 
«Видеоплееры и редакторы». В каждой категории 
было выбрано по пять приложений, для каждого из 
них случайным образом было выбрано по 20 обра-
щений. Каждое обращение, в свою очередь, разде-
лялось на отдельные предложения.

Разметка запросов пользователей осуществлялась 
авторами работы на протяжении трех недель, после 
чего результат разметки был представлен сторонне-
му специалисту для аудита и поиска ошибок. Затем 

на основе полученной обратной связи в разметку 
были внесены исправления. Количественные дан-
ные по собранному корпусу приведены в таблице 2.

Таблица 2.
Количественные данные  

по корпусу Google Play Store

Количество текстов запросов 900

Среднее количество слов в запросе 52,3

Количество ИФ 2391

Среднее количество ИФ в запросе 2,65

Количество объектов 2273

Количество положительных оценок функций 999

Количество негативных оценок функций 851

Количество запросов на новый функционал 200

Количество программных ошибок 677

В ходе экспериментов были опробованы два ва-
рианта предложенной модели, использующие в 
качестве механизма получения контекстных пред-
ставлений сверточную нейронную сеть (6) и двуна-
правленную LSTM (8), которые далее будут назы-
ваться Trans-CNN и Trans-LSTM. Для Trans-CNN 
были заданы следующие значения параметров: 

Рис. 4. Архитектура нейронной сети
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размер окна свертки – 3, количество сверточных 
слоев – 3, количество фильтров – 150. В случае 
Trans-LSTM количество слоев BiLSTM – 2, размер 
скрытого слоя BiLSTM – 200. Общие параметры 
модели: размер скрытого слоя LSTM

H
 – 30, пред-

ставление E(H
t 
) – 30, E(class(i)) – 30.

Векторные представления слов строятся на осно-
ве предварительно обученной модели fastText [27] 
для русского языка, размер векторных представ-
лений – 300. Выбор в пользу fastText обусловлен 
устойчивостью данной модели к опечаткам, а также 
эмпирическими данными, свидетельствующими о 
том, что он обладает лучшей точностью при работе 
с языками с богатой морфологией (например, рус-
ским). Оптимизация параметров модели осущест-
вляется методом Adam со скоростью обучения 10–3. 
Для предотвращения переобучения используются 
техники регуляризации: дропаут (dropout) 20%, ре-
гуляризация L

2
 нормы весов на уровне . В 

качестве базовой альтернативы для сравнения ис-
пользовалась гибридная модель на основе свер-
точнной и рекуррентной сети, предложенная в ра-
боте [28].

Вычисление оценок качества извлечения про-
водилось с помощью процедуры -fold кросс-
валидации, при которой выборка разбивается на 

 непересекающихся частей одинакового размера, 
после чего производится  итераций обучения мо-
дели на  частях и тестирование на части, кото-
рая не использовалась при обучении. Каждая часть 
выборки используется в качестве тестовой один 
раз. Набор из  полученных оценок усредняется. В 

нашем случае части формировались из обращений, 
относящихся к одной и той же категории приложе-
ний. Соответственно, в итоге для обучения и про-
верки использовалось девять частей. Результатом 
такого способа получения оценок качества являет-
ся «пессимистическая» оценка: во время обучения 
модель не имеет доступа к лексике, специфичной 
для определенной категории, что повышает требо-
вания к обобщающей способности модели.

Результаты сравнения двух вариантов модели на 
основе системы переходов и гибридной модели 
приведены в таблице 3. Значение F-меры для фраг-
ментов считалось усреднением значений F-меры, 
полученной для каждого из пяти типов фрагментов. 
Trans-LSTM обладает наилучшей точностью как 
при извлечении фрагментов ИФ – 67% F1, так и при 
определении связей между фрагментами – 64,8%. 
Улучшение качества извлечения относительно 
базовой модели составляет 2,9% для извлечения 
фрагментов и 36,2% для определения связей. 

Таблица 3.
Результаты сравнения качества моделей

Модель Фрагменты F1 Связи F1

Базовая 0,651 0,476

Trans-CNN 0,641 0,598

Trans-LSTM 0,670 0,648

Детальное сравнение результатов обучения Trans-
LSTM и базовой модели в разрезе каждой катего-

Таблица 4.
Сравнение Trans-LSTM с базовой моделью

Категория Объект Положительная 
оценка

Отрицательная 
оценка Ошибка Запрос на новый 

функционал Связь

Авто и транспорт 0,747 (0,730) 0,724 (0,639) 0,548 (0,672) 0,646 (0,678) 0,691 (0,633) 0,676 (0,493)

Персонализация 0,721 (0,684) 0,685 (0,677) 0,602 (0,559) 0,598 (0,625) 0,602 (0,658) 0,633 (0,459)

Музыка и аудио 0,748 (0,667) 0,649 (0,649) 0,624 (0,535) 0,630 (0,594) 0,632 (0,542) 0,603 (0,431)

Карты и навигация 0,656 (0,699) 0,628 (0,665) 0,559 (0,529) 0,711 (0,679) 0,694 (0,481) 0,631 (0,455)

Медицина 0,707 (0,711) 0,713 (0,600) 0,713 (0,637) 0,691 (0,617) 0,673 (0,591) 0,659 (0,490)

Финансы 0,708 (0,706) 0,659 (0,709) 0,615 (0,626) 0,641 (0,623) 0,622 (0,700) 0,682 (0,497)

Шопинг 0,745 (0,715) 0,788 (0,756) 0,697 (0,647) 0,576 (0,685) 0,841 (0,691) 0,689 (0,524)

Образование 0,746 (0,762) 0,695 (0,745) 0,586 (0,623) 0,757 (0,726) 0,812 (0,702) 0,686 (0,511)

Видеоплееры и редакторы 0,677 (0,693) 0,707 (0,685) 0,534 (0,647) 0,608 (0,531) 0,529 (0,565) 0,574 (0,422)

Среднее 0,717 (0,707) 0,694 (0,681) 0,609 (0,608) 0,651 (0,640) 0,677 (0,618) 0,648 (0,476)
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рии приведено в таблице 4, где число в скобках оз-
начает точность альтернативной модели, а жирным 
выделен лучший результат.

Результаты апробации позволяют говорить о 
том, что модель показала хорошие результаты при 
извлечении информативных фраз и может быть 
использована для решения практических задач. 

Заключение

Результаты проведенных экспериментов позво-
ляют говорить о том, что предложенная модель по 
сравнению с базовой показывает лучшие результаты 
при решении задачи обработки запросов пользова-
телей. Улучшение относительно базовой модели со-
ставляет 2,9% для извлечения фрагментов и 36,2% 
для определения связей. Качественный анализ полу-
ченных результатов говорит о возможности практи-
ческого применения предложенной модели для об-
работки запросов пользователей при эксплуатации и 
сопровождении программных продуктов.

Извлеченная в соответствии с предложенным 
классификатором информация из запросов поль-
зователей может быть использована:

 службой поддержки для распределения запро-
сов пользователей, сгруппированных в соответ-

ствии основаниями классификации по специали-
стам с необходимыми компетенциями, выделения 
стандартных запросов и автоматического форми-
рования ответов на базе типовых шаблонов;

 отделом разработки ПП для исправления мас-
совых критических ошибок на основе анализа 
претензий и предложений пользователей, моди-
фикации функциональных и нефункциональных 
требований, улучшения дизайна, корректировки 
документации пользователей;

 отделом маркетинга для постоянного монито-
ринга на основе анализа негативных и позитивных 
оценок качества как собственных продуктов, так и 
продуктов конкурентов, и модификации комплек-
са маркетинговых мероприятий на основе этой ин-
формации. 
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Abstract

This article offers a transition-based neural network model for extracting informative expressions from user request 
texts. The configuration and transition system that turns the process of informative expression extraction into the 
execution of a sequence of transitions is described. Prediction of transition sequence is done using a neural network that 
uses features derived from the configuration. To train and evaluate a proposed model, a corpus of annotated Android 
mobile application reviews from the Google Play store was created. The training procedure of the model for informative 
expressions extraction and selected model’s hyperparameters are described. An experiment was conducted comparing 
the proposed model and an alternative model based on a hybrid of convolutional and recurrent neural networks. 
To compare quality of these two models, the F1 score that aggregates recall and precision of extracted informative 
expressions was used. The experiment shows that the proposed model extracts expressions of interest better than the 
alternative: the F1 score for spans extraction increased by 2.9% and the F1 for link extraction increased by 36.2%. A 
qualitive analysis of extracted expressions indicates that the proposed model is applicable for the task of user request 
analysis during operation and the maintenance phase of software products.
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