
28

Âåñòíèê ãåîíàóê, èþíü, 2024, ¹ 6

Для цитирования: Журавлев А. В. , Груздев Д. А. Анализ изображений шлифов карбонатных обломочных пород сbпомощью систем на основе 
искусственного интеллекта // Вестник геонаук. 2024. 6(354). C. 28—31. DOI: 10.19110/geov.2024.6.3

For citation: Zhuravlev A. V., Gruzdev D. A. Image analysis of carbonate clastic rock thin sections using AI systems. Vestnik ofbGeosciences, 2024, 6(354), 
pp. 28—31, doi: 10.19110/geov.2024.6.3

УДК 552.54:004.93 DOI: 10.19110/geov.2024.6.3

Анализ изображений шлифов карбонатных обломочных пород 
сbпомощью систем на основе искусственного интеллекта

А. В. Журавлев, Д. А. Груздев

Институт геологии ФИЦ Коми НЦ УрO РАН, Сыктывкар
micropalaeontology@gmail.com

В работе рассмотрено применение технологий машинного обучения иb«компьютерного зрения» для решения задачи оценки 
содержания обломочной компоненты вbкарбонатах по шлифам. Обучающая коллекция представлена 122 монохромными 
микроизображениями шлифов (фрагменты размером 0.6bx 0.6 мм) слабоизмененных карбонатных пород, разделена на два 
классаb— без литокластов (литокласты отсутствуют или занимают менее 10b% площади изображения) иbсbлитокластами (литокласты 
занимают более 30b% площади изображения). При обучении модели классификации изображений достигнута точность более 
90b%. Приложение модели кbизображениям шлифов реализовано через консольные программы сbиспользованием фрейворка 
Core ML. Программы позволяют оценить вариации «плотности распределения» литокластов по профилю через изображение 
шлифа иbпостроить «карту» распределения участков сbлитокластами на изображении. Получаемые вbрезультате работы модели 
данных можно использовать для сопоставления сbгеохимической иbдругой численно выраженной информацией, аbтакже для 
выбора на шлифе участков сbнаименьшим содержанием аллохтонной компоненты.
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Image analysis of carbonate clastic rock thin sections using AI systems
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The paper deals with the application of machine learning and computer vision technologies for solving the problem of estimat-

ing the content of clastic component in carbonates based on thin sections. The training collection is represented by 122 monochrome 
micro-images of thin sections (fragments of 0.6bx 0.6 mm size) of slightly altered carbonate rocks, divided into two classesb— without 
lithoclasts (lithoclasts are absent or occupy less than 10b% of the image area), with lithoclasts (lithoclasts occupy more than 30b% of 
the image area). When training the model for image classification, an accuracy of more than 90b% is achieved. The application of the 
model to the images of thin sections is implemented through console programmes using the Core ML framework. The programmes 
allow estimating the variations of the “distribution density” of lithoclasts along the profile through the thin section image and to con-
struct a “map” of the distribution of areas with lithoclasts in the image. The resulting data can be used for comparison with geochem-
ical and other numerically expressed information, as well as for selection of areas with the lowest content of allochthonous compo-
nent in the thin section for the geochemical studies. The model in Core ML format is available upon request from the authors.
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Введение

Основанные на технологии машинного обучения 
системы перспективны для единообразной обработ-
ки значительных объемов информации, вbтом числе 
изображений. Технологии «компьютерного зрения» 
широко применяются вbразличных областяхb— от управ-
ления транспортными средствами до научных иссле-
дований. Вbчастности, вbгеологии существует опыт ис-
пользования таких систем для диагностики горных по-
род (Marmo et al., 2005; Su et al., 2020; Baraboshkin et 
al., 2020; Попов иbдр., 2020; Jia et al., 2021; Ma et al., 
2021; Li et al., 2022; Wu et al., 2022; Wang et al., 2023; 
Журавлев, Груздев, 2024) иbопределения органических 
остатков (Babenko, Telnova, 2022; Duan, 2023; Tetard et 
al., 2023). Кроме ускорения процесса обработки боль-
ших объемов исходных данных, системы на базе ма-
шинного обучения обеспечивают единообразие иbвос-
производимость результатов, что особенно актуально 

вb«описательных науках», кbкоторым до сих пор отно-
сится геология.

Одной из частных задач, вbрешении которой пред-
ставляется перспективным применение технологий ма-
шинного обучения иb«компьютерного зрения», являет-
ся задача оценки содержания обломочной компонен-
ты вbкарбонатах по шлифам. При всей кажущейся про-
стоте решение этой задачи традиционным методом 
(человек заbмикроскопом) крайне трудоемко, аbрезуль-
тат сильно зависит от субъективных факторов. Это об-
условлено сходным составом обломков иbматрикса, 
аbтакже сложной формой обломков. Первое затрудняет 
диагностику иbпроведение границ обломков, аbвторое 
вызывает проблему стереологической реконструкции.

Результат оценки содержания обломочной ком-
поненты вbкарбонатах по шлифам может использо-
ваться при диагностике иbизучении карбонатных тур-
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нефаменского возраста из разреза на р. Изъяю (Груздев 
иbдр., 2023). Путем экспертной оценки коллекция раз-
делена на два класса: без литокластов (литокласты от-
сутствуют или занимают менее 10b% площади изобра-
жения) и сbлитокластами (литокласты занимают более 
30b% площади изображения) (рис.b1). Каждый класс 
представлен 61 микрофотографией размером 1000b 
1000 пикселей. Изображения сbпромежуточным содер-
жанием литокластов (10—30b% площади изображения) 
вbобучающую коллекцию не включались. 

В качестве базовой модели взята предобученная 
модель классификации изображений Image Feature Print 
V2 (Apple Inc., 2017—2023). Данная модель приводит 
исходное изображение кbразмеру 360b 360 пикселей 
иbизвлекает из него 768 характеристик, которые далее 
используются при машинном обучении (см.bЖурав лев, 
Груздев, 2024) (рис. 2). 

Обучение модели проводилось на охарактеризо-
ванной выше обучающей коллекции сbиспользовани-
ем утилиты Create ML иbфреймворка Core ML (Apple 
Inc., 2017—2023) (рис. 2). Фреймворк Core ML обеспе-
чивает унифицированное представление для моделей 
различных типов, позволяющее использовать их вbпри-
ложениях MacOS иbiOS. Выбор вbкачестве платформы 
MacOS обусловлен высокой степенью ее программно-
аппаратной оптимизации для решения задач машин-
ного обучения. Также модели могут быть использова-
ны вbприложениях Windows иbLinux после конверти-
рования утилитой WinMLTools (Microsoft Corporation).

Результаты иbих обсуждение

Обучение модели было осуществлено за 11 итера-
ций. Достигнутая точность при обучении (training accu-
racy) — 100b%, при проверке (validation accuracy) — 91.7b%. 
Тестирование полученной модели на независимой вы-
борке из 119 изображений показало точность 98b%.

бидитов иbдругих типов пород сbнеравномерным рас-
пределением литокластов. Важен этот параметр иbдля 
оценки пригодности карбонатной породы для анали-
за стабильных изотопов углерода иbкислорода, аbтак-
же других геохимических иbмикропалеонтологических 
исследований. Изотопно-геохимическая характери-
стика участка породы, на котором преобладают лито-
класты, будет характеризовать не столько условия фор-
мирования самих отложений, сколько условия форми-
рования пород, слагающих литокласты. Поэтому вы-
бор места взятия пробы на анализ может сильно 
влиять на результат. Предварительная оценка «плот-
ности распределения» литокластов вbобразце может 
существенно помочь вbобосновании такого выбора.

В данной работе предлагается один из возможных 
вариантов полуколичественной оценки содержания 
обломочной компоненты вbкарбонатах по шлифам.

Материал иbметоды

Для решения поставленной задачи была исполь-
зована обучающая коллекция, представленная моно-
хромными микроизображениями шлифов (фрагмен-
ты размером 0.6b 0.6 мм сbформальным разрешени-
ем около 0.6 мкм/пиксель) слабоизмененных карбо-
натных пород (рис. 1). Основу коллекции составили 
шлифы из нижней части карбонатных турбидитов сред-

Рис. 1. Примеры микрофотографий шлифов из обучаю-
щей коллекции 

Fig. 1. Examples of thin section micrographs from the training 
dataset

Рис. 2. Схема построения модели классификации изобра-
жений шлифов карбонатных пород

Fig. 2. Scheme for building a model of image classification 
of carbonate rock thin sections
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Характер обучающей коллекции накладывает огра-
ничения на использование полученной модели. Она 
пригодна для анализа изображений шлифов карбонат-
ных пород, слабо измененных вторичными процесса-
ми. Применение модели кbсущественно перекристал-
лизованным разностям будет давать недостоверный 
результат.

Приложение полученной модели кbизображениям 
шлифов реализовано через консольные программы. 
Они позволяют оценить вариации относительного со-
держания литокластов по профилю через изображение 
шлифа иbпостроить «карту» распределения участков 
сbлитокластами на изображении (рис.b3). Для построе-
ния профиля изображение шлифа сканируется окном 
0.6b 0.6 мм сbшагом 0.3bмм. В каждом горизонтальном 
ряду вычисляется доля случаев, когда вbокне сканиро-
вания диагностирован «известняк сbлитокластами». Эта 
доля, выраженная вbпроцентах, отображается на гра-
фике (рис.b3). Для построения «карты» изображение 
шлифа сканируется окном 0.6b 0.6bмм сbшагом 0.1 мм. 
В зависимости от результата классификации точке 

вbцентре окна присваивается значение «известняк сbли-
токластами» или «известняк без литокластов», которое 
отображается цветом на «карте» (рис.b3).

Очевидно, что применение модели кbшлифам кар-
бонатов сbлитокластами 0.6 мм вbпоперечнике иbболее 
(больше размера окна сканирования) даст недостовер-
ные результаты. Таким образом, разработанная мо-
дель применима для тонко-, мелко- иbсреднезернистых 
обломочных карбонатов (по классификации Дмитриевой 
сbсоавторами (1968): детрит грубый (2—1 мм), круп-
ный (1.0—0.5 мм), средний (0.5—0.25 мм), мелкий (0.25—
0.10 мм), тонкий (0.10—0.05 мм)) (Журавлев, Вевель, 
2021). Следует отметить, что модель ориентирована на 
распознавание литокластов и вbобщем случае игнори-
рует биокласты иbорганические остатки.

На рисунке 3 приведен пример результата рабо-
ты программ по панорамному изображению ориенти-
рованного большого шлифа, сделанного из циклита 
карбонатного турбидита. Верх изображения отвечает 
верхней части турбидита. На графике иb»карте» шли-
фа видно градационное снижение «плотности распре-

деления» обломочной разности известняка 
снизу вверх по циклиту. Вbслучае карбонат-
ных турбидитов «плотность распределения» 
литокластов характеризует распределение 
аллохтонной компоненты вbпороде. Следует 
отметить, что значение «плотности распре-
деления» литокластов не равно содержанию 
литокластов вbпороде, хотя иbсвязано сbэтой 
величиной. «Плотность распределения» ли-
токластов показывает, насколько часто на 
определенной части шлифа встречаются 
участки сbсодержанием литокластов более 
30b%.

Изучение кальцитурбидитов сbпомощью 
разработанной модели показало отчетли-
вую градацию не только по размеру формен-
ных элементов, но иbпо «плотности распре-
деления» литокластов. Нижняя часть цикли-
тов преимущественно литокластическая, 
аbверхняяb— биокластическая иbпелитоморф-
ная. Такое разделение отмечено даже вbма-
ломощных (первые сантиметры по мощно-
сти) циклитах. Таким образом, материал 
изbнижней части кальцитурбидитов любой 

Рис. 3. Пример применения модели классифи-
кации изображений кbизображению шлифа 
карбонатного турбидита (поднятие Чернышева, 
разрез на р. Изъяю, средний фамен, сортама-
ельская свита). Участки сbлитокластами на 
«карте» показаны желтым. График плотности 
распределения литокластов приведен после 

сглаживания LOESS

Fig. 3. An example of application of the image 
classification model to an image of a carbonate 
turbidite (Tchernyshev Uplift, Izyayu River sec-
tion, Middle Famennian, Sortamael’ Formation). 
Areas with lithoclasts on the ‘map’ are shown in 
yellow. The distribution density plot of lithoclasts 

is shown after LOESS smoothing
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мощности содержит значительную аллохтонную при-
месь иbмало пригоден для геохимических иbмикропа-
леонтологических исследований.

Выводы

Разработанная модель позволяет проводить оцен-
ку «плотности распределения» обломочной компонен-
ты вbкарбонатах по шлифам сbдостоверностью более 
90b%. Получаемые вbрезультате работы модели данные 
можно использовать для сопоставления сbгеохимиче-
ской иbдругой численно выраженной информацией, 
аbтакже для выбора на шлифе участков сbнаименьшим 
содержанием аллохтонной компоненты. Последнее це-
лесообразно для планирования точечного геохимиче-
ского или изотопного опробования иbособенно акту-
ально при изучении карбонатных турбидитов. Также 
этот параметр может быть полезен при оценке веро-
ятности переотложения микрофоссилий.

Разработанная модель классификации изображе-
ний шлифов вbформате Core ML иbконсольные прило-
жения на ее основе доступны по запросу у авторов.

Исследования выполнены вbрамках темы госзадания 
122040600008-5 «Эволюция биоты иbсреды ее обитания 
как основа расчленения иbгеологической корреляции оса-
дочного чехла Печорской плиты иbее складчатого обрам-
ления». Авторы признательны рецензенту за конструк-
тивные замечания, способствовавшие улучшению рабо-
ты.
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